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AI特許紹介(33) 

AI特許を学ぶ！究める！ 

～REALM(検索拡張言語モデル)の事前トレーニング特許～ 

2021年 10月 8日 

河野特許事務所 

所長弁理士 河野英仁 

 

「AI特許紹介」シリーズは、注目すべき AI 特許のポイントを紹介します。熾烈な競

争となっている第４次産業革命下では AI 技術がキーとなり、この AI 技術・ソリュー

ションを特許として適切に権利化しておくことが重要であることは言うまでもありま

せん。 

 

 AI技術は Google, Microsoft, Amazonを始めとした ITプラットフォーマ、研究機関

及び大学から毎週のように新たな手法が提案されており、また AI技術を活用した新た

なソリューションも次々とリリースされています。 

 

 本稿では米国先進 IT 企業を中心に、これらの企業から出願された AI 特許に記載さ

れた AIテクノロジー・ソリューションのポイントをわかりやすく解説致します。 

 

1.概要 

特許権者 Google 

出願日 2020年 5月 20日 

登録日  2021年 5月 21日 

公開番号 US11003865 

発明の名称 検索拡張言語モデルの事前トレーニングとファインチューニング 

 

 865特許は、テキストの知識コーパス Z（Wikipedia全体など）から知識を取得するニ

ューラル知識検索器を使用して、言語モデルを教師無しで事前トレーニングするアイデ

アに関する。 

 

 

2.特許内容の説明 

 質問応答などの自然言語処理（NLP）タスクは、世界の知識に基づいて事前にトレー

ニングされた言語モデルに依存している。言語モデルの事前トレーニングの最近の進歩

により、トランスフォーマー双方向エンコーダー表現（BERT: Bidirectional Encoder 

Representations from Transformers）及びテキストからテキストへの転送トランスフ
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ォーマー（「T5」Text-to-Text Transfer Transformer）等の言語モデルは、トレーニン

グ対象の大規模なテキストコーパスから取得した大量の世界知識を取り込むことがで

きる。 

 

 しかしながら、言語モデルがより多くの知識を蓄積するにつれ、その知識をニューラ

ルネットワークのパラメータに格納すれば、ネットワークのサイズが大幅に増加し、シ

ステム動作に悪影響を与えることとなる。 

 

 本発明は REALM（Retrieval-augmented language model）に対する事前トレーニ

ングを教師無しで行う。学習信号としてマスクされた言語モデリングを使用し、数百万

のドキュメントを考慮する検索ステップをバックプロパゲーションする。 

 

 図 2 はマスクされた言語モデルを生成するための知識検索器(Knowledge Retriever)

による処理を示すフローチャートである。 

 

ステップ 202において、知識検索器は、ラベル付けされていない事前訓練コーパスＸ

から文書を検索する。たとえば、事前トレーニングコーパスは、ウィキペディアなどの

オンライン百科事典であり、取得されるドキュメントは、特定のエントリ、選択された

セクション、またはページのセクション（タイトル、本文、表など）、単一の段落また

は文などの完全な HTMLページである。 

 

ステップ 204において、知識検索器は、マスクされる文書からテキストの一節を選択

する。 たとえば、知識検索者は、“The pound is the currency of the United Kingdom.”

等、ドキュメントから 1つの文を選択する。 
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最後に、ステップ 206において、知識検索器は、選択された一節の１つまたは複数の

単語をマスキングトークン（例えば、［MASK］）で置き換えることによって、マスクさ

れた言語モデリングタスクｘを作成する。 

 

例えば、知識検索器は、マスクされた言語モデリングタスクｘが、 “The [MASK] is 

the currency of the United Kingdom.”となるように、選択されたパッセージ内

の”pound”をマスクする。 

 

知識検索器は、タスク xと、ラベルのないナレッジコーパス Zのドキュメントの両方

を処理して、欠落しているトークンを予測する際に言語モデルで使用される k 個の潜

在的に関連するドキュメントのセットを識別する。 

 

図３は、学習された埋め込み関数を使用して、マスクされたモデリングタスクｘをベ

クトル化する処理を示すフローチャートである。 

 

知識検索器がマスクされたモデリングタスクｘを受信または生成した後（ステップ

302）、知識検索器は、タスクｘのテキストをトークン化して、ステップ 304 でｘのト

ークン化されたバージョンを作成する。 

 

xは、プレフィックストークン（[CLS]など）で始まり、xの各単語の後にセパレータ
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トークン（[SEP]など）が続くようにトークン化される。 

 

 ｘが一節「The [MASK] is the currency of the United Kingdom」である場合、ｘの

トークン化されたバージョンは、“[CLS] The [SEP] [MASK] [SEP] is [SEP] the [SEP] 

currency [SEP] of [SEP] the [SEP] United [SEP] Kingdom [SEP].”となる。 

 

ステップ 306 において、知識検索器は、ディープ双方向 BERT スタイルのトランス

フォーマーを使用して、トークン化されたバージョンのｘを変換する。これにより、各

トークンのベクトルを含む xの変換バージョンが生成される。 

 

最後に、ステップ 308において、知識検索器は、変換されたバージョンのｘに対して

線形射影を実行する。図 3の例において、これは、xの変換されたバージョンに射影行

列を乗算して、その次元を d 次元ベクトル Embedinput（x）に減らすことによって実

現される。 

 

図４は、学習された埋め込み関数を使用して、知識コーパスＺ内の各文書ｚをベクト

ル化する処理を示すフローチャートである。 



5 

 

 

知識検索器は、ステップ 402で、知識コーパスＺから文書ｚを検索することによって

開始する。ナレッジコーパス Zは、トークンを予測する際に言語モデルによって使用さ

れる情報ソースである。たとえば、ナレッジコーパス Zは、ウィキペディアやその他の

Webサイトなどのラベルのないコーパスである。 

 

ステップ 404, 406, 408において、知識検索器は、図３のステップ 304, 306, 308で

実行されたのと同じプロセスをトークン化、変換、および線形投影のプロセスを実行す

る。これらのステップは、ドキュメント z内の単語のすべてまたはサブセットに対して

実行される。 
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ステップ 404において、知識検索器は、タスクｚのテキストをトークン化して、トー

クン化されたバージョンのｚを作成する。この場合も、zはワードピーストークン化を

使用してトークン化されるため、プレフィックストークン（[CLS]など）で始まり、zの

各単語（またはそのセグメント化されたワードピース）の後にセパレータトークン

（[SEP]など）が続く。 

 

ステップ 406 において、知識検索器は、ディープ双方向 BERT スタイルのトランス

フォーマーを使用して、トークン化されたバージョンのｚを変換し、各トークンのベク

トルを含む変換されたバージョンのｚを生成する。 

 

ステップ 408において、知識検索器は、それを射影行列で乗算することによって、変

換されたバージョンのｚに対して線形射影を実行して、その次元をｄ次元ベクトル、

Embeddoc(z)に低減する。 

 

ステップ 410 において、知識検索器は、知識コーパスＺ内のすべての文書について

Embeddoc(z)ベクトルを計算したかどうかを決定する。そうでない場合、知識検索器は、

ステップ 402 に戻り、そこで、知識コーパスＺから次の文書を選択し、ステップ

404,406,408に関して説明したように、新しい文書ｚの処理に進む。 

 

このプロセスは、ステップ 410で、知識検索器が、知識コーパスＺ内のすべての文書

について Embeddoc(z)ベクトルが計算されたと決定するまで繰り返される。次に、ステ

ップ 412 で、知識検索器は、計算されたすべての Embeddoc(z)ベクトルの検索インデ

ックスを構築する。 

 

知識検索器は、図 3で作成されたベクトル Embedinput（x）の転置と図 4のステッ

プ 408で作成された特定の Embeddoc（z）ベクトルの内積を取ることにより、特定の

ドキュメント zの関連性スコアを計算する。所与のマスクされたモデリングタスクｘに

ついて、所与の文書ｚの関連性スコア f(x, z)は、以下の式１に従って定義される。 

 

 

式1は、図3に従って作成されたEmbedinput（x）ベクトルおよびすべてのEmbeddoc

（z）ベクトルの検索インデックスと組み合わせて使用して、特定のマスクされたモデ

リングタスク xの上位 k個の関連ドキュメントを識別する。 

 

図５は、例示的なプロセス 500のフローチャートである。 
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知識検索器は、Embedinput(x)および全ての Embeddoc(z)ベクトルの検索インデック

スを使用して上位ｋ個の文書を識別および検索する。ステップ 502において、知識検索

器は、図３に従って作成された Embedinput(x)ベクトル、図 4 のステップ 412 に従っ

て作成されたすべての Embeddoc(z)ベクトルの検索インデックスを使用する最大内積

検索（MIPS）アルゴリズムを用い、個々の関連性スコア f(x, z)に従って、上位 k個の

関連ドキュメントを識別する。これらの個々の関連性スコアは、上記の式 1に従って計

算される。 

 

ステップ 504において、知識検索器は、ソフトマックス関数を使用して上位ｋ個の文

書の関連性スコア f(x, z)を正規化して、分布 p(z|x)を生成する。より具体的には、上位

k個のドキュメントのセット内の各ドキュメント zについて、分布 p(z|x)は、以下の式

2で示されているように、そのドキュメントの関連性スコアの指数を上位 k個のドキュ

メントのそれぞれの関連性スコアの合計で割ったものになる。  

 

 

最後に、ステップ 506において、知識検索器は、言語モデルによって使用するために

上位ｋ個の文書のそれぞれを検索する。言語モデルが上位 k 個のドキュメントを受信

すると、言語モデルと知識検索器は次の手順を実行して、k個の取得されたドキュメン

トのセットに基づいて特定の応答 yを生成する可能性を識別する。 

 

図６は、事前トレーニング中の分布 p(y|x)の生成処理を示すフローチャートである。 
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ステップ 602において、言語モデルは、マスクされたモデリングタスクｘに関連する

上位ｋ個の文書を知識検索器から受け取る。ステップ 604において、上位ｋ個のドキュ

メント内の個々のドキュメントｚごとに、言語モデルは、xの前にプレフィックストー

クン（[CLS]など）と xと zの間にセパレータトークン（[SEP]など）を使用して、xと

zを 1つのシーケンスに結合する。これにより、ドキュメント zごとに単一のトークン

化されたシーケンス join(x, z)が作成される。 

 

 例えば、ｘが文章“The [MASK] is the currency of the United Kingdom,”であり、ｚ

が文章“Pound sterling, known in some contexts simply as the pound or sterling, is 

the official currency of the United Kingdom,”（ 英ポンドは、一部の文脈では単に英

ポンドまたは英ポンドとして知られ、英国の公式通貨です。）である場合、トークン化

されたシーケンス join(x, z)は、: “[CLS] The [MASK] is the currency of the United 
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Kingdom [SEP] Pound sterling, known in some contexts simply as the pound or 

sterling, is the official currency of the United Kingdom.” となる。 

 

ステップ 606 において、言語モデルは、各 join(x, z)シーケンスをトランスフォーマ

ーにフィードして、シーケンス内の各マスクされたトークンのベクトルを作成する。こ

れにより、x内のマスクされたトークン jごとにベクトル TRANSMASK(j)(join(x, z))が生

成される。 

 

ステップ 608において、言語モデルは、そのマスクされたトークンのために学習され

た単語埋め込みの転置によって、TRANSMASK(j)(join(x, z))ベクトルを乗算する。語彙の

v番目の単語の単語埋め込みは、語彙が v={1, . . . , V} エントリである wvとして表され

る。 

 

埋め込み wvは、言語モデルの語彙に含まれるすべての既知の単語または単語のベク

トルを含む、学習された単語埋め込みマトリックスからその単語または単語を表すベク

トルになる。wv の転置に TRANSMASK(j)(join(x, z))を掛けると、言語モデルの語彙と同

じ次元のベクトルが得られる。 

 

次に、言語モデルは、結果のベクトルの指数を取得し、1から Vまでのすべてのエン

トリ v 'のベクトルの要素の合計で除算することによって正規化し、下記式(3)に示すよ

うに、z と x を観察して、j 番目のマスクされたトークンの真の値が語彙の v 番目の単

語に等しい確率を表す分布 p(yj=v|z, x)を生成する。 

 

ステップ 610 において、言語モデルは、ｘの各マスクされたトークンｊの分布ｐ

p(yj=v|z, x)を計算するために、ｘの各マスクされたトークンについて上記の式３の計

算を繰り返す。言語モデルは、与えられたドキュメント z に基づき、これらの各分布

p(yj|z, x)の積を取り、x内のすべてのマスクされたトークンの各可能な出力に関する予

測を表す最終的な分布 p(y|z, x)を生成する。J個のマスクされたトークンを持つシーケ

ンス xの場合、最終的な分布 p(y|z, x)は、以下の式 4に従って定義される。 

 

最後に、ステップ 612 において、言語モデルは、図６のステップ 610 および図５の
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ステップ 504 で作成された確率分布を使用して、第３の確率分布 p(y|x)を生成する。

確率分布 p(y|x)は、上位 k個のドキュメント内のすべてのドキュメント zに基づいて、

x内のすべてのマスクされたトークンの各可能な出力の全体的な可能性を表す。 

 

この分布は、z を潜在変数として扱い、すべてのドキュメント z（上位 k 個のドキュ

メント）をマージナル化することによって生成される。したがって、p(y|x)は、以下の

式 5 に示すように、上位 k 個のドキュメント内のすべてのドキュメント z の積 p(y|z, 

x) p(z|x)の合計をとることによって計算される。 

 

言語モデルが上位 k 個のドキュメント内のすべてのドキュメント z の p(y|x)を決定

すると、知識検索器はその分布を使用して Embedinputと Embeddocのパラメータを更新

できる。その点で、知識検索器は Embedinputと Embeddocのパラメータを更新して、対

数尤度 log p(y|x)が正しい出力 yに対して最大化されるようにする。 

 

知識検索器は、確率的勾配降下法を使用する。対数尤度の勾配∇log p(y|x)は、特定

のドキュメント z が Z の平均ドキュメントよりも情報量が多いか少ないかに基づいて、

各ドキュメント zの個々の関連性スコア f(x, z)が増加または減少するにつれて、繰り返

し再計算される。知識検索器は、以下の式６に従って定義される乗数 r(z)によって、各

文書ｚの関連性スコア f(x, z)を増加または減少させることができる。 

 

f(x, z)は Embedinput（x）と Embeddoc（z）の転置の内積であるため、知識検索器は、

Embedinputおよび Embeddoc埋め込み関数のパラメータを変更することにより、これら

の増加または減少を f(x, z) に実装する。知識検索器は、log p(y x)が最大化されるまで、

Embedinput および Embeddoc 埋め込み関数のパラメータを改訂し、∇log p(y|x)を再計

算し続ける。 

 

 

3.クレーム 

 865特許のクレーム 1は以下の通りである。 

1. 言語モデルをトレーニングするコンピュータ実装の方法において、 

 処理システムの１つまたは複数のプロセッサを使用して、第１の文書からのテキスト

を使用してマスクされた言語モデリングタスクを生成し、 
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 １つまたは複数のプロセッサを使用して、マスクされた言語モデリングタスクに第１

の学習された埋め込み関数を適用することにより、入力ベクトルを生成し、 

 １つまたは複数のプロセッサを使用して、知識コーパスの各文書に第２の学習された

埋め込み関数を適用することにより、知識コーパスの各文書の文書ベクトルを生成し、

前記知識コーパスは、第１の複数の文書を含み、 

 １つまたは複数のプロセッサを使用して、前記入力ベクトルおよび所与の文書の前記

文書ベクトルに基づいて、知識コーパスの所与の各文書の関連性スコアを生成し、 

 １つまたは複数のプロセッサを使用して、第２の複数の文書内の各文書の関連性スコ

アに基づいて第１の分布を生成し、第２の複数の文書は知識コーパスからのものであり、 

 １つまたは複数のプロセッサを使用して、マスクされた言語モデリングタスクおよび

第２の複数の文書内の各文書のテキストに基づいて第２の分布を生成し、 

 １つまたは複数のプロセッサを使用して、第１の分布および第２の分布に基づいて第

３の分布を生成し、 

 １つまたは複数のプロセッサを使用して、更新された第１の分布および更新された第

３の分布を生成するために、少なくとも第１の学習された埋め込み関数または第２の学

習された埋め込み関数の１つまたは複数のパラメータを変更する。 

 

 

4. 本特許に関する論文 

 本特許に関連する論文1「REALM: Retrieval-Augmented Language Model Pre-

Training」が Kelvin Guu氏らにより発表されている。 

 

 下記図１は教師無しの事前トレーニング処理を示すフローチャートである。 

 
1 Kelvin Guu , Kenton Lee, Zora Tung, Panupong Pasupat, Ming-Wei Chang 

“REALM: Retrieval-Augmented Language Model Pre-Training” 

arXiv:2002.08909v1 [cs.CL] 10 Feb 2020 
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 REALMは、テキストの知識コーパス Z（Wikipedia全体など）から知識を取得する

ニューラル知識検索器を使用して、言語モデルを事前トレーニングする。処理内容は特

許の内容と同様である。 

 

 下記図 2は教師ありファインチューニング処理を示すフローチャートである。 
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 事前トレーニングの後に、Q＆A等の各タスクに応じて教師あり学習によりファイン

チューニングされる。 

 

 下記テーブルは、Open-QAベンチマークでのテスト結果を示す。 

 

 本論文におけるモデル REALM は、既存のすべてのシステムよりも優れていること

が理解できる。 

 

以上 
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